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  Abstract

  
    Artificial
      Intelligence enables the transformation of bovine reproduction by 
      providing tools for early estrus detection, including decision trees. In
      Cuba, Artificial Intelligence is being introduced as part of the 
      digital transformation process. In this research, the objective was to 
      determine the most appropriate machine learning algorithm for predicting
      estrus in cattle belonging to the “El Guayabal” University Farm. Three 
      machine learning tools were identified for the selection analysis: 
      Random Forest, XGBoost, and CART, taking into account the 
      particularities of each algorithm. The analysis revealed that CART is 
      the most suitable option for the research scenario, standing out for its
      low resource consumption, flexibility, and accuracy in processing small
      to moderate-sized data sets.
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      Introduction

       ⌅
      Artificial Intelligence (AI) has transformed various sectors, including livestock farming (Parrado-Alvarez et al., 2019).
        This field depends largely on reproductive efficiency and the 
        sustainability of its production and reproductive systems. Over the last
        two decades, the development of advanced algorithms, precision sensors,
        and data analysis platforms has made it possible to address historical 
        challenges in livestock reproductive management by integrating AI-based 
        solutions (Hinestroza, 2018; Souza y de Oliveira, 2022). Among the most relevant processes are early estrus detection, genetic improvement, and pregnancy monitoring, among others.

      Cuba
        is promoting a process of digital transformation, which includes the 
        incorporation of AI in the country's priority sectors (Caballero et al., 2024).
        One example of this is livestock farming, where special attention is 
        being paid to reproduction with the aim of increasing livestock 
        activity. The “El Guayabal” University Farm, belonging to the Agrarian 
        University of Havana (UNAH), is a key space for the development of 
        various research projects, some of which incorporate AI technologies as 
        part of the digital transformation process. One of the farm's most 
        important activities is artificial insemination in bovines, which is why
        estrus detection plays an important role in reproductive efficiency (Bekara y Bareille, 2019).
        Currently, estrus identification on the farm is a challenge due to 
        staff shortages. For this reason, alternatives are being sought to 
        facilitate the work of specialists.

      Therefore, the objective of 
        this research is to: determine the most appropriate machine learning 
        algorithm for estrus prediction in bovine cattle belonging to the “El 
        Guayabal” University Farm.

    
    
      Development of the Topic

       ⌅
      
        Artificial insemination in bovines and estrus detection

         ⌅
        Artificial
          insemination emerged with the aim of improving animal reproduction, 
          controlling diseases, and preserving genetic diversity (Hafez y Hafez, 2000; Foote, 2002; Thibier, 2005).
          Since its inception, it has evolved into a key tool for increasing milk
          and meat production in bovine cattle, responding to the growing global 
          demand for food (Hoyos et al., 2023). Currently, there is a need to introduce new technologies that optimize this process and make it more efficient.

        The
          reproductive development of female bovines goes through important 
          stages such as heifer, calf, and cow, where essential changes occur to 
          reach sexual maturity. The first estrus usually appears in the heifer 
          stage, although it can vary between 9 and 15 months of age (Montes de Oca, 2016).
          The estrous cycle, which lasts an average of 21 days, is divided into 
          two phases: luteal and follicular, each with two specific stages. 
          Ovulation occurs during estrus, considered the beginning of the cycle, 
          and lasts approximately 12 to 18 hours, which makes it difficult to 
          detect due to its brevity (Carvajal et al., 2020).

        During
          estrus, cows exhibit characteristic behaviors such as receptivity to 
          mounting, restlessness, decreased milk production, genital licking, 
          reduced food intake, and physical changes such as vulvar edema or mucus 
          secretion (Hernández y Ortega, 2009; Strappini et al., 2015; Ávila, 2024).
          However, factors such as the inexperience of the observer, the 
          environment, or stress can make identification difficult. Correct estrus
          detection brings significant benefits: higher birth rates, increased 
          milk production, and reduced costs for artificial insemination (Strappini et al., 2015).

      
      
        Methods and errors in estrus detection

         ⌅
        Methods for detecting estrus in bovines are classified as visual, non-visual, electronic, and chemical (Ortiz y Avila, 2020).
          Visual methods include direct observation, mounting detection tags, 
          rump-attached ampoules, marker crayons, and the use bulls as detectors. 
          Non-visual methods include physiological changes such as temperature and
          hormonal activity, while electronic methods use pedometers, microchips,
          and surveillance cameras, often supplemented with software that records
          and reports activities. Chemical methods include androgenization and 
          hormone implants. Observation remains the most viable method due to its 
          low cost and effectiveness, provided that the watcher is trained and 
          conducts frequent inspections (Hernández y Ortega, 2009).

        Despite
          the implementation of these technological advances, there are still 
          failures in estrus detection. Among the main factors that cause errors 
          are anestrus, caused by poor nutrition, stress, reproductive diseases, 
          genetics, or ovarian cysts; the inexperience of the observer; silent 
          estrus, in which some females do not show visible symptoms; and the 
          absence of monitoring of the estrous cycle and the post-insemination 
          process, according to the criteria provided by Hernández y Ortega (2009) and Jiménez (2010).
          To reduce these problems, advanced technologies capable of identifying 
          animal behavior have been incorporated, and the application of AI in 
          bovine reproduction is being explored (Strappini et al., 2015), although its implementation still faces challenges.

      
      
        Challenges, applications, and impact of Artificial Intelligence in bovine reproduction

         ⌅
        Bovine
          reproduction continues to be a developing field for the incorporation 
          of new technologies, which is why AI faces challenges in this sector, 
          including resistance to change on the part of livestock farmers (Álvarez, 2024), high implementation costs (Patel y Prajapati, 2018),
          the need for staff training, and the requirements for large volumes of 
          data along with advanced storage and processing equipment. Despite these
          limitations, AI offers significant benefits when applied to processes 
          such as genetic improvement, disease prediction and prevention, 
          monitoring and pattern analysis for estrus detection, integration with 
          electronic devices for real-time tracking, and optimization of 
          artificial insemination (Chávez et al., 2024), contributing to greater accuracy, efficiency in livestock reproduction, and decision-making.

        AI
          applied to bovine reproduction offers multiple benefits to the 
          livestock sector. It allows for more accurate identification of the 
          optimal time for insemination, optimizes the selection of high-quality 
          embryos, and enables constant monitoring of bovine cattle health to 
          detect problems early (González et al., 2018; Perdigón y González, 2021).
          In addition, process automation reduces human error and improves 
          operational efficiency, while predictive analytics and assisted genetic 
          selection increase herd productivity and sustainability. Together, these
          applications strengthen strategic decision-making, enhance animal 
          welfare, and contribute to more profitable and efficient cattle 
          production management (Horrach et al., 2020).

        Currently,
          bovine reproduction is focused on milk production, making it essential 
          to promote AI techniques in this area in order to increase production 
          levels (Perdigón y González, 2021).
          Its incorporation into digital transformation and cattle reproduction 
          seeks to respond to the needs for progress and development, proposing 
          strategies that allow the advantages of these technologies to be 
          exploited to improve production and efficiency in livestock farming (Bekara y Bareille, 2019).

        Among
          the AI techniques applicable to bovine reproduction, the following 
          stand out: machine learning, which allows data to be processed and 
          analyzed using different types of algorithms (Hinestroza, 2018); Bayesian networks, useful for decision-making under uncertainty (Rodríguez y Dolado, 2007); vector support machines, which optimize data classification (Resendiz, 2006); and decision trees, used in classification and regression tasks (Martí et al., 2022). According to Souza y de Oliveira (2022),
          these techniques can be applied to accurate estrus detection, animal 
          health monitoring, genetic selection of embryos, optimization of 
          artificial insemination, analysis of large volumes of genetic data, and 
          improvement of reproductive efficiency.

        Decision trees represent a
          simple solution and offer robust results. Their advantages include ease
          of interpretation of results, rapid translation into principles 
          applicable to production, the ability to classify both categorical and 
          numerical data, and the absence of prior assumptions about the shape of 
          the data or the behavior of the model (Taha y Mohsin, 2021). Furthermore, they do not require many resources, making them a quick and efficient option for moderately sized data sets (Bouza y Santiago, 2012).

      
      
        Decision tree for regression

         ⌅
        Decision
          trees for regression are non-parametric tools that allow information to
          be predicted by dividing data into smaller segments based on specific 
          characteristics. They are composed of decision nodes and leaf nodes that
          represent categories or values, facilitating classification and 
          regression (Ghiasi et al., 2020; Taha y Mohsin, 2021). These tools are notable for their accuracy in data analysis and process optimization (Barrientos et al., 2009; Martí et al., 2022). They can also be combined with other models to improve their accuracy (Kotsiantis, 2013)
          and are constructed by grouping homogeneous data that allow modeling 
          relationships between dependent and independent variables (Kocarık y Deveci, 2020).
          However, they have disadvantages such as a tendency to overfit when the
          tree is too deep and increased computational complexity as the training
          sample size increases (Taha y Mohsin, 2021).

        In
          addition to decision trees, there are other regression models such as 
          support vector regression, artificial neural networks, and logistic 
          regression. Each has different resource requirements and levels of 
          accuracy (Perdigón y González, 2021; Shafiee et al., 2021; Olascoaga-Del Angel et al., 2022).
          In terms of specific decision tree algorithms, CART, Random Forest, and
          XGBoost stand out. CART is valued for its simplicity and ability to 
          handle moderate amounts of data with high accuracy, while Random Forest 
          and XGBoost are less efficient with moderate-sized datasets, although 
          they offer greater robustness in more complex scenarios (Ejea, 2017).
          Taking into account the analysis carried out, the CART method is 
          selected because, due to its characteristics, it is well suited to the 
          scenario described above.

      
      
        CART method

         ⌅
        The
          CART machine learning method belongs to the supervised learning group 
          and is used for both data classification and regression. It is 
          characterized by its flexibility, as it can learn from training sets and
          reuse parameters in different sections of the model, allowing it to 
          identify complex interdependencies between variables (Ghiasi et al., 2020).
          Its construction is based on division criteria that seek to minimize 
          prediction error and generate homogeneous nodes, thus facilitating data 
          analysis.

        Among its main advantages are the ease of interpreting 
          results, the ability to handle categorical variables without the need 
          for coding, and the possibility of identifying nonlinear relationships 
          and modeling complex patterns (Pérez, 2024).
          In addition, CART does not require large volumes of data for training, 
          making it an efficient and low-cost tool in terms of technological 
          resources. To develop a CART-based model, three fundamental processes 
          must be carried out: training, evaluation, and model adjustment.

        The
          process of training a decision tree model begins with the collection 
          and preparation of well-structured data, which is then divided into two 
          subsets: training and testing (García, 2023).
          The training set, which should contain most of the records, is used to 
          teach the model to identify relationships between variables, apply 
          division criteria, and detect patterns that enable it to generate 
          accurate predictions. The test set, although smaller, must be 
          representative of the total data, as its function is to evaluate the 
          model's ability to generalize and verify the reliability of its results.
          The division can be done randomly or intentionally, but it must always 
          ensure a balance between the different classes of the model (Trujillano et al., 2008).
          A common practice is to assign approximately 80% of the data to 
          training and 20% to the test set, which ensures that the model has 
          enough records to learn without losing its validation capacity. This 
          process is essential to avoid bias, reduce errors, and ensure that the 
          model can be successfully applied in new scenarios, becoming a reliable 
          tool for prediction and data analysis.

        During the model evaluation
          process, it is essential to monitor errors in its performance and 
          learning capability. A high training error indicates learning 
          difficulties, which may be due to insufficient or noisy data and 
          reflects high bias. In contrast, a low error suggests that the model has
          correctly captured the relationships between the data, although it is 
          necessary to analyze the test set to detect possible cases of 
          overfitting (Benitez et al., 2018).
          This phenomenon occurs when the model learns not only the patterns but 
          also the noise in the training data, generating high variance and poor 
          performance on new data. To avoid this, techniques such as 
          cross-validation and regularization are used, which help to build more 
          robust models that are capable of generalizing adequately (Hernández, 2022).

        Evaluating
          the performance of a regression model requires a thorough analysis of 
          both the training and test sets, comparing performance metrics to 
          measure its generalization ability (Pérez, 2024).
          Methods such as cross-validation allow the data to be divided into 
          multiple folds and more accurate and reliable results to be obtained. In
          addition, acceptance criteria based on error thresholds can be 
          established to determine model accuracy and differentiate between 
          correct and incorrect predictions (Vivaracho-Pascual et al., 2016).
          This evaluation stage facilitates hyperparameter tuning, which helps 
          improve the quality of predictions and optimize model performance.

        Decision trees can be affected by problems such as overfitting, especially when there are unbalanced classes in the data (Ghiasi et al., 2020).
          To avoid this, the model can be adjusted using strategies such as 
          hyperparameter tuning, pruning, and cross-validation. The most common 
          hyperparameters include tree depth, classification criteria, and the 
          minimum number of samples in a node, all of which can be modified during
          model development to improve its performance and generalization ability
          (Hernández, 2022).

         Pérez (2024) considers the pruning process to be a key technique for reducing tree 
          complexity and preventing the model from capturing unnecessary noise. 
          Among its variants are pruning by cost complexity, which seeks to 
          balance simplicity and accuracy (Ejea, 2017); pruning by height, which limits the maximum depth of the tree (McTavish et al., 2022);
          pruning by minimum number of leaf samples, which ensures more reliable 
          predictions and pruning by minimum number of samples to split a node, 
          which avoids splits based on insufficient data (Tong et al., 2022). All these techniques contribute to creating more robust, interpretable, and efficient models.

        Cross-validation
          is an essential method for evaluating the performance of decision 
          trees. It consists of dividing the data into multiple subsets or folds, 
          training and testing the model on each of them. This allows for a more 
          accurate and reliable estimate of its generalization ability, ensuring 
          that the final model is robust and performs well in different 
          application scenarios (Ochoa, 2019).

      
    
    
      Conclusions

       ⌅
      The
        analysis of the CART, Random Forest, and XGBoost techniques identified 
        CART as the most suitable alternative for predicting estrus considering 
        the conditions of the "El Guayabal" University Farm. This algorithm 
        offers interpretability, ease of implementation, and low computational 
        requirements. On the other hand, Random Forest is presented as an 
        alternative option with better performance, although it is more 
        complexity. However, XGBoost, despite its high accuracy, requires 
        resources and technical knowledge that exceed the institution's current 
        capabilities.
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  Resumen

  
    La
      Inteligencia Artificial permite la transformación de la reproducción 
      bovina ya que brinda herramientas para la detección temprana del estro 
      incluyendo los árboles de decisión. En Cuba, se está introduciendo la 
      Inteligencia Artificial como parte del proceso de transformación 
      digital. En esta investigación, se planteó como objetivo: determinar el 
      algoritmo de aprendizaje automático más adecuado para la predicción del 
      estro en el ganado bovino perteneciente a la Granja Universitaria “El 
      Guayabal”. Para el análisis de selección se identificaron tres 
      herramientas de aprendizaje automático: Random Forest, XGBoost y CART 
      donde se tuvo en cuenta las particularidades de cada algoritmo. El 
      análisis reveló que CART es la opción más adecuada para el escenario de 
      investigación, destacando por su bajo consumo de recursos, flexibilidad y
      precisión en el procesamiento de conjuntos de datos de tamaño pequeño a
      moderado.
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      Introducción

       ⌅
      La Inteligencia Artificial (IA) ha transformado diversos sectores, incluida la ganadería (Parrado-Alvarez et al., 2019).
        Este ámbito depende en gran medida de la eficiencia reproductiva y de 
        la sostenibilidad de sus sistemas productivos y reproductivos. En las 
        últimas dos décadas, el desarrollo de algoritmos avanzados, sensores de 
        precisión y plataformas de análisis de datos ha permitido enfrentar 
        desafíos históricos en el manejo reproductivo del ganado, integrando 
        soluciones basadas en IA (Hinestroza, 2018; Souza y de Oliveira, 2022).
        Entre los procesos más relevantes destacan la detección temprana del 
        estro, la mejora genética, el monitoreo de la gestación, entre otros.

      En
        Cuba se promueve el proceso de transformación digital, dentro del cual 
        se contempla la incorporación de la IA en los sectores priorizados del 
        país (Caballero et al., 2024).
        Un ejemplo de ello es la ganadería, donde se presta especial atención a
        la reproducción con el propósito de incrementar la actividad ganadera. 
        La Granja Universitaria “El Guayabal”, perteneciente a la Universidad 
        Agraria de La Habana (UNAH), constituye un espacio clave para el 
        desarrollo de diversas investigaciones, algunas de las cuales incorporan
        tecnologías de IA como parte del proceso de transformación digital. Una
        de las actividades más importantes de la granja es la inseminación 
        artificial en bovinos, por ello, la detección del estro representa un 
        papel importante en la eficiencia reproductiva (Bekara y Bareille, 2019).
        Actualmente, la identificación del estro en la granja constituye un 
        desafío debido al déficit de personal. Debido a esto, se buscan 
        alternativas para facilitar el trabajo de los especialistas.

      Por 
        tanto, se plantea como objetivo de la presente investigación: determinar
        el algoritmo de aprendizaje automático más adecuado para la predicción 
        del estro en el ganado bovino perteneciente a la Granja Universitaria 
        “El Guayabal”.

    
    
      Desarrollo del tema

       ⌅
      
        Inseminación artificial en bovinos y detección del estro

         ⌅
        La
          inseminación artificial surgió con el propósito de mejorar la 
          reproducción animal, controlar enfermedades y preservar la diversidad 
          genética (Hafez y Hafez, 2000; Foote, 2002; Thibier, 2005).
          Desde sus inicios, ha evolucionado hasta convertirse en una herramienta
          clave para incrementar la producción de leche y carne en el ganado 
          bovino, respondiendo a la creciente demanda mundial de alimentos (Hoyos et al., 2023).
          En la actualidad, se plantea la necesidad de introducir nuevas 
          tecnologías que optimicen este proceso y lo hagan más eficiente.

        El
          desarrollo reproductivo de la hembra bovina pasa por etapas importantes
          como añoja, novilla y vaca, donde se manifiestan cambios esenciales 
          para alcanzar la madurez sexual. El primer estro suele aparecer en la 
          etapa de añoja, aunque puede variar entre los 9 y 15 meses de edad (Montes de Oca, 2016).
          El ciclo estral, que dura en promedio 21 días, se divide en dos fases: 
          lútea y folicular, cada una con dos etapas específicas. La ovulación 
          ocurre durante el estro, considerado el inicio del ciclo, y tiene una 
          duración aproximada de 12 a 18 horas, lo que dificulta su detección por 
          su brevedad (Carvajal et al., 2020).

        Durante
          el estro, las vacas presentan comportamientos característicos como 
          receptividad a la monta, inquietud, disminución en la producción de 
          leche, lamido de genitales, bajo consumo de alimentos y cambios físicos 
          como edematización de la vulva o secreción de mucus (Strappini et al., 2015; Ávila, 2024; Hernández y Ortega, [2009]).
          Sin embargo, factores como la falta de experiencia del recelador, el 
          ambiente o el estrés pueden dificultar su identificación. Una detección 
          correcta del estro trae beneficios importantes: mayor tasa de natalidad,
          aumento en la producción de leche y reducción de costos en la 
          inseminación artificial (Strappini et al., 2015).

      
      
        Métodos y errores en la detección del estro

         ⌅
        Los métodos para detectar el estro en bovinos se clasifican en visuales, no visuales, electrónicos y químicos (Ortiz y Avila, 2020).
          Entre los visuales destacan la observación directa, etiquetas 
          detectoras de monta, ampollas adheridas a la grupa, crayón marcador y 
          toros receladores. Los no visuales incluyen cambios fisiológicos como la
          temperatura y la actividad hormonal, mientras que los electrónicos 
          emplean podómetros, microchips y cámaras de vigilancia, muchas veces 
          complementados con softwares que registran y notifican las actividades. 
          Los métodos químicos abarcan la androgenización y los implantes 
          hormonales. La observación sigue siendo el método más viable por su bajo
          costo y efectividad, siempre que el recelador esté capacitado y realice
          inspecciones frecuentes (Hernández y Ortega, 2009).

        A
          pesar de la implementación de estos avances tecnológicos, aún se 
          presentan fallas en la detección del estro. Entre los principales 
          factores que generan errores se encuentran el anestro, provocado por 
          mala nutrición, estrés, enfermedades reproductivas, genética o quistes 
          ováricos; la falta de experiencia del recelador; el estro mudo, en el 
          que algunas hembras no muestran síntomas visibles; y la ausencia de 
          seguimiento del ciclo estral y del proceso posterior a la inseminación 
          tomando los criterios aportados por Hernández y Ortega (2009) y Jiménez (2010).
          Para reducir estos problemas se han incorporado tecnologías avanzadas 
          capaces de identificar comportamientos animales, e incluso se explora la
          aplicación de la IA en la reproducción bovina (Strappini et al., 2015), aunque su implementación aún enfrenta desafíos.

      
      
        Desafíos, aplicaciones e impacto de la Inteligencia Artificial en la reproducción bovina

         ⌅
        La
          reproducción bovina continúa siendo un campo en desarrollo para la 
          incorporación de nuevas tecnologías por lo que la IA enfrenta desafíos 
          en este sector incluyendo la resistencia al cambio por parte de los 
          ganaderos Álvarez (2024), los altos costos de implementación (Patel y Prajapati, 2018),
          la necesidad de capacitación del personal y los requerimientos de 
          grandes volúmenes de datos junto con equipos de almacenamiento y 
          procesamiento avanzados. A pesar de estas limitaciones, la IA ofrece 
          beneficios significativos al aplicarse en procesos como la mejora 
          genética, la predicción y prevención de enfermedades, el monitoreo y 
          análisis de patrones para la detección del estro, la integración con 
          dispositivos electrónicos para el seguimiento en tiempo real y la 
          optimización de la inseminación artificial (Chávez et al., 2024), contribuyendo a una mayor precisión, eficiencia en la reproducción ganadera y la toma de decisiones.

        La
          IA aplicada a la reproducción bovina ofrece múltiples beneficios al 
          sector ganadero. Permite identificar con mayor precisión el momento 
          adecuado para la inseminación, optimizar la selección de embriones de 
          alta calidad y realizar un monitoreo constante de la salud del ganado 
          para detectar problemas tempranos (González et al., 2018; Perdigón y González, 2021).
          Además, la automatización de procesos reduce errores humanos y mejora 
          la eficiencia operativa, mientras que los análisis predictivos y la 
          selección genética asistida incrementan la productividad y 
          sostenibilidad del rebaño. En conjunto, estas aplicaciones fortalecen la
          toma de decisiones estratégicas, elevan el bienestar animal y 
          contribuyen a un manejo más rentable y eficiente de la producción bovina
          (Horrach et al., 2020).

        Actualmente,
          la reproducción bovina se concentra en la producción de leche por lo 
          que resulta imprescindible fomentar técnicas de IA en esta área con el 
          propósito de aumentar los niveles de producción (Perdigón y González, 2021).
          Su incorporación en la transformación digital y la reproducción bovina 
          busca responder a las necesidades de progreso y desarrollo, planteando 
          estrategias que permitan aprovechar las ventajas de estas tecnologías 
          para mejorar la producción y la eficiencia en la ganadería (Bekara y Bareille, 2019).

        Dentro
          de las técnicas de IA aplicables a la reproducción ganadera destacan el
          aprendizaje automático, que permite procesar y analizar datos mediante 
          diferentes tipos de algoritmos (Hinestroza, 2018); las redes bayesianas, útiles para la toma de decisiones bajo incertidumbre (Rodríguez y Dolado, 2007); las máquinas de soporte vectorial, que optimizan la clasificación de datos (Resendiz, 2006); y los árboles de decisión, empleados en tareas de clasificación y regresión (Martí et al., 2022). Según Souza y de Oliveira (2022),
          estas técnicas se pueden aplicar a la detección precisa del estro, el 
          monitoreo de la salud animal, la selección genética de embriones, la 
          optimización de la inseminación artificial, el análisis de grandes 
          volúmenes de datos genéticos y la mejora de la eficiencia reproductiva.

        Los
          árboles de decisión representan una solución sencilla y a su vez 
          ofrecen resultados sólidos. Entre sus ventajas se encuentran la 
          facilidad de interpretación de los resultados, la rápida traducción en 
          principios aplicables a la producción, la capacidad de clasificar datos 
          tanto categóricos como numéricos y la ausencia de suposiciones previas 
          sobre la forma de los datos o el comportamiento del modelo (Taha y Mohsin, 2021).
          Además, no requieren de muchos recursos, convirtiéndose en una opción 
          rápida y eficiente para conjuntos de datos de tamaño moderado (Bouza y Santiago, 2012).

      
      
        Árboles de decisión para regresión

         ⌅
        Los
          árboles de decisión para regresión son herramientas no paramétricas que
          permiten predecir información mediante la división de los datos en 
          segmentos más pequeños basados en características específicas. Se 
          componen de nodos de decisión y nodos hojas que representan categorías o
          valores, lo que facilita la clasificación y regresión (Ghiasi et al., 2020; Taha y Mohsin, 2021). Estas herramientas destacan por su precisión en el análisis de datos y optimización de procesos (Barrientos et al., 2009; Martí et al., 2022). También, pueden combinarse con otros modelos para mejorar su exactitud (Kotsiantis, 2013) y se construyen agrupando datos homogéneos que permiten modelar relaciones entre variables dependientes e independientes (Kocarık y Deveci, 2020).
          Sin embargo, presentan desventajas como la tendencia al sobreajuste 
          cuando el árbol es demasiado profundo y el aumento de la complejidad de 
          cálculo a medida que crece el tamaño de la muestra de entrenamiento (Taha y Mohsin, 2021).

        Además
          de los árboles de decisión, existen otros modelos de regresión como la 
          regresión de soporte vectorial, las redes neuronales artificiales y la 
          regresión logística. Cada uno tiene diferentes requerimientos de 
          recursos y niveles de precisión (Perdigón y González, 2021; Shafiee et al., 2021; Olascoaga-Del Angel et al., 2022).
          En cuanto a algoritmos específicos de árboles de decisión, destacan 
          CART, Random Forest y XGBoost. CART es valorado por su simplicidad y 
          capacidad de manejar datos moderados con alta precisión, mientras que 
          Random Forest y XGBoost resultan menos eficientes en conjuntos de datos 
          de tamaño moderado, aunque ofrecen mayor robustez en escenarios más 
          complejos (Ejea, 2017).
          Tomando en cuenta el análisis realizado, se selecciona el método CART 
          ya que, por sus características, se ajusta adecuadamente al escenario 
          descrito anteriormente.

      
      
        Método CART

         ⌅
        El
          método de aprendizaje automático CART pertenece al grupo de aprendizaje
          supervisado y se utiliza tanto para clasificación como para regresión 
          de datos. Se caracteriza por su flexibilidad, ya que puede aprender a 
          partir de conjuntos de entrenamiento y reutilizar parámetros en 
          distintas secciones del modelo, lo que le permite identificar 
          interdependencias complejas entre variables (Ghiasi et al., 2020).
          Su construcción se basa en criterios de división que buscan minimizar 
          el error de predicción y generar nodos homogéneos, facilitando así el 
          análisis de los datos.

        Entre sus principales ventajas se destacan 
          la facilidad de interpretación de los resultados, la capacidad de 
          manejar variables categóricas sin necesidad de codificación y la 
          posibilidad de identificar relaciones no lineales y modelar patrones 
          complejos (Pérez, 2024).
          Además, CART no requiere grandes volúmenes de datos para su 
          entrenamiento, lo que lo convierte en una herramienta eficiente y de 
          bajo costo en términos de recursos tecnológicos. Para desarrollar un 
          modelo basado en CART se deben realizar tres procesos fundamentales: 
          entrenamiento, evaluación y ajuste del modelo. 

        El proceso de 
          entrenamiento de un modelo de árboles de decisión comienza con la 
          recopilación y preparación de datos bien estructurados, que luego se 
          dividen en dos subconjuntos: entrenamiento y prueba (García, 2023).
          El conjunto de entrenamiento, que debe contener la mayor parte de los 
          registros, se utiliza para que el modelo aprenda a identificar 
          relaciones entre variables, aplicar criterios de división y detectar 
          patrones que permitan generar predicciones precisas. Por su parte, el 
          conjunto de prueba, aunque más pequeño, debe ser representativo del 
          total de datos, ya que su función es evaluar la capacidad del modelo 
          para generalizar y comprobar la fiabilidad de sus resultados. La 
          división puede hacerse de manera aleatoria o intencionada, pero siempre 
          debe garantizar un equilibrio entre las diferentes clases del modelo (Trujillano et al., 2008).
          Una práctica común es asignar aproximadamente el 80 % de los datos al 
          entrenamiento y el 20 % al conjunto de prueba, lo que asegura que el 
          modelo disponga de suficientes registros para aprender sin perder la 
          capacidad de validación. Este proceso es esencial para evitar sesgos, 
          reducir errores y garantizar que el modelo pueda aplicarse con éxito en 
          nuevos escenarios, convirtiéndose en una herramienta confiable para la 
          predicción y el análisis de datos.

        Durante el proceso de 
          evaluación de un modelo es esencial monitorear los errores en su 
          desempeño y capacidad de aprendizaje. Un error de entrenamiento elevado 
          indica dificultades para aprender, lo que puede deberse a datos 
          insuficientes o ruidosos y refleja un alto sesgo. En contraste, un error
          bajo sugiere que el modelo ha captado correctamente las relaciones 
          entre los datos, aunque es necesario analizar el conjunto de prueba para
          detectar posibles casos de sobreajuste (Benitez et al., 2018).
          Este fenómeno ocurre cuando el modelo no solo aprende los patrones, 
          sino también el ruido de los datos de entrenamiento, generando alta 
          varianza y un rendimiento deficiente en datos nuevos. Para evitarlo, se 
          emplean técnicas como la validación cruzada y la regularización, que 
          ayudan a construir modelos más robustos y capaces de generalizar 
          adecuadamente (Hernández, 2022).

        La
          evaluación del rendimiento de un modelo de regresión requiere un 
          análisis exhaustivo tanto en el conjunto de entrenamiento como en el de 
          prueba, comparando métricas de desempeño para medir su capacidad de 
          generalización (Pérez, 2024).
          Métodos como la validación cruzada permiten dividir los datos en 
          múltiples pliegues y obtener resultados más precisos y fiables. Además, 
          se pueden establecer criterios de aceptación basados en umbrales de 
          error para determinar la precisión del modelo y diferenciar predicciones
          correctas de incorrectas (Vivaracho-Pascual et al., 2016).
          Esta etapa de evaluación facilita el ajuste de hiperparámetros, lo que 
          contribuye a mejorar la calidad de las predicciones y optimizar el 
          rendimiento del modelo.

        Los árboles de decisión pueden verse 
          afectados por problemas como el sobreajuste, especialmente cuando 
          existen clases desequilibradas en los datos (Ghiasi et al., 2020).
          Para evitarlo se puede ajustar el modelo empleando estrategias como el 
          ajuste de hiperparámetros, el proceso de podado y la validación cruzada.
          Los hiperparámetros más comunes incluyen la profundidad del árbol, el 
          criterio de clasificación y el número mínimo de muestras en un nodo, los
          cuales pueden modificarse durante el desarrollo del modelo para mejorar
          su desempeño y capacidad de generalización (Hernández, 2022).

         Pérez (2024) considera el proceso de podado como una técnica clave para reducir la 
          complejidad del árbol y evitar que el modelo capture ruido innecesario. 
          Entre sus variantes se encuentran la poda por complejidad de costo, que 
          busca equilibrar simplicidad y precisión (Ejea, 2017); la poda por altura, que limita la profundidad máxima del árbol (McTavish et al., 2022); la poda por número mínimo de muestras en hojas, que asegura predicciones más confiables (Zhong et al., 2008); y la poda por número mínimo de muestras para dividir un nodo, que evita divisiones basadas en datos insuficientes (Tong et al., 2022). Todas estas técnicas contribuyen a crear modelos más robustos, interpretables y eficientes.

        Por
          su parte, la validación cruzada es un método esencial para evaluar el 
          rendimiento de los árboles de decisión. Consiste en dividir los datos en
          múltiples subconjuntos o pliegues, entrenando y probando el modelo en 
          cada uno de ellos. Esto permite obtener una estimación más precisa y 
          confiable de su capacidad de generalización, asegurando que el modelo 
          final sea robusto y mantenga un buen desempeño en diferentes escenarios 
          de aplicación (Ochoa, 2019).

      
    
    
      Conclusiones

       ⌅
      El
        análisis de las técnicas CART, Random Forest y XGBoost permitió 
        identificar que CART constituye la alternativa más adecuada para la 
        predicción del esto considerando las condiciones de la Granja 
        Universitaria “El Guayabal”. Este algoritmo ofrece interpretabilidad, 
        facilidad de implementación y bajos requerimientos computacionales. Por 
        otro lado, Random Forest se presenta como una opción alternativa con 
        mejor desempeño, aunque con mayor complejidad. Sin embargo, XGBoost, 
        pese a su alta precisión, demanda recursos y conocimientos técnicos que 
        exceden las posibilidades actuales de la institución.
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