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Introducción
Hoy día las computadoras tienen un gran impacto en todas las esferas de la vida. Resulta casi imprescindible el uso de las mismas en las tareas que se acometen a diario los investigadores de las universidades y centros de investigación del mundo. En empresas, industrias y hasta para el entretenimiento resulta difícil, sino imposible encontrar un proceso en el que estas no estén presentes.
Con el empleo de las computadoras en diferentes esferas, se ha ido incrementando la complejidad de los problemas a resolver y se han hecho más demandantes las soluciones que estas deben brindar. Poco a poco, han ido surgiendo problemas cuya solución no se puede resolver por una secuencia de pasos o cuyo procedimiento computacional requiere un costo elevado. De manera que se ha abierto el camino a nuevas técnicas que permiten solucionar estos grandes y complejos problemas que van surgiendo.
Los problemas con múltiples objetivos se encuentran presentes en la mayoría de las disciplinas y su solución siempre ha representado un reto para los investigadores. La disciplina de la Inteligencia Artificial permite resolver problemas para los cuales no existe una solución algorítmica y en caso de existir, la complejidad computacional asociada a esta es muy elevada. Los procedimientos meta-heurísticos han demostrado una gran efectividad en la solución de problemas complejos de optimización.
La optimización es el proceso de buscar la mejor solución posible para determinado problema. Puede verse como la búsqueda de los valores de las variables de decisión para los que cierta Función Objetivo (FO) logra su valor extremo (Chong & Zak, 2013). Los métodos tradicionales de optimización están caracterizados por una elevada complejidad computacional. Las técnicas heurísticas constituyen una opción ante tal limitación  aunque no garantizan la solución óptima, son capaces de encontrar fácilmente una buena solución en un tiempo prudencial.
Los problemas de optimización (PO) involucran una única función objetivo que, salvo en el caso multimodal, usualmente poseen una única solución óptima. Por otro lado, los problemas de optimización multiobjetivo (POM) consideran simultáneamente varias funciones objetivo usualmente en conflicto. En este caso, se obtiene un conjunto de alternativas llamadas soluciones óptimas de Pareto o soluciones no-dominadas (Chong & Zak, 2013).
Múltiples son las meta-heurísticas que han sido aplicadas exitosamente en la solución de PO complejos, dentro de ellas en particular las basadas en poblaciones. La aplicación de estos métodos se ha extendido igualmente a entornos multiobjetivo, debido a su probada capacidad de explorar el espacio de búsqueda de una manera inherentemente concurrente y con ello aproximar el conjunto óptimo de Pareto de un problema de optimización multiobjetivo en una sola ejecución (Osman & Kelly, 2008).
Muchas instituciones a nivel internacional han mostrado su interés por el estudio y desarrollo de estas meta-heurísticas, encaminadas fundamentalmente a la mejora de los métodos ya existentes mediante el perfeccionamiento de alguna característica fundamenta la incorporación de nuevas ideas de otras meta-heurísticas a manera de métodos híbridos. Dentro de estas entidades se pueden nombrar los laboratorios de Soft Computing and Intelligent Information Systems (SCI2S),el Institut de Recherches Interdiciplinaires et de Développements en Intelligence Artificielle (IRIDIA) de la Universidad de Granada, en España, y la Universidad Libre de Bruselas, en Bélgica. Nuestro país también cuenta con centros especializados en el desarrollo de estas áreas de la ciencia como son el grupo de Optimización en el Instituto de Cibernética, Matemática y Física (ICIMAF), el Centro de Estudios de Ingeniería de Sistemas del ISPJAE, el grupo de Optimización de la UH y el Laboratorio de Inteligencia Artificial de la UCLV.
La Dirección de Informatización de la Universidad Agraria de La Habana (UNAH) junto con el grupo de investigación Procesos de Negocios (PRONEG), tiene dentro de sus líneas de investigación el trabajo relacionado con la minería de procesos. Dentro de esto, se encuentra trabajando en la implementación de algoritmos para el descubrimiento y optimización de modelos de procesos a partir de los modelos de los procesos y de los registros de eventos que se obtienen de la ejecución de los sistemas informáticos. El objetivo del presente trabajo radica en el estudio de las meta-heurísticas basadas en población dentro de los cuales se hace alusión a los Algoritmos Genéticos como son el Non dominated Sort Genetic Algorithm II (NSGAII) por (Deb, et al., 2002), el Strength Pareto Evolutionary Algorithm 2 (SPEA2) por (Zitzler et al., 2000) y Optimización basada en mallas variables (Puris et al., 2011).
Optimización multiobjetivo
En el área de la optimización multiobjetivo, debido a la naturaleza aún incipiente del ámbito de investigación, no existe una notación estándar, y no ha sido sino hasta hace muy poco tiempo atrás que los investigadores han empezado a preocuparse por definir con claridad estos aspectos. Sin embargo, en gran parte de los trabajos consultados se percibe aún bastante confusión al respecto, por tanto, es esencial establecer una notación clara antes de iniciar la formulación del problema en cuestión a tratar en este trabajo 
Los problemas de optimización multiobjetivo (Multiobjective Optimization Problem: MOP) se separan de la optimización convencional de un único objetivo, ya que en la primera generalmente no se entrega una única solución. En vez de esto, la MOP genera un conjunto de posibles soluciones sobre las cuales los decisores deben seleccionar cual adoptar, basado en una evaluación del desempeño de la misma en todos los objetivos (Miettinen, 2008).
Un MOP general incluye un conjunto de [image: image2.png]


 parámetros (variables de decisión), un conjunto de [image: image4.png]


 funciones objetivo, y un conjunto de [image: image6.png]


 restricciones. Las funciones objetivo y las restricciones son funciones de las variables de decisión. Luego, el MOP puede expresarse como: (1)
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Siendo [image: image16.png]


 el vector de decisión e [image: image18.png]


 el vector objetivo. El espacio de decisión se denota por [image: image20.png]


 y al espacio objetivo por [image: image22.png]


. Optimizar, dependiendo del problema puede significar igualmente minimizar o maximizar. El conjunto de restricciones [image: image24.png]e(x) =0



 determina el conjunto de soluciones factibles[image: image26.png]


   y su correspondiente conjunto de vectores objetivos factibles [image: image28.png]


.

El conjunto de soluciones factibles [image: image30.png]


  se define como el conjunto de vectores de decisión [image: image32.png]


 que satisface los requerimientos [image: image34.png]e(x)



:
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 es decir, la región factible del espacio objetivo, se denota por:
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De estas definiciones se tiene que cada solución del MOP en cuestión consiste de una [image: image42.png]


 tupla [image: image44.png]


, que conduce a un vector objetivo [image: image46.png]


, donde cada [image: image48.png]


 debe cumplir con el conjunto de restricciones [image: image50.png]e(x) =0



 .
El problema de optimización consiste en hallar la x que tenga el “mejor valor” de [image: image52.png]f(x)



. En general y según ya se ha introducido, no existe un único “mejor valor”, sino un conjunto de soluciones. Entre éstas, ninguna se puede considerar mejor a las demás si se tienen en cuenta todos los objetivos al mismo tiempo. Este hecho deriva de que puede existir, y generalmente existe, conflicto entre los diferentes objetivos que componen el problema. Por ende, al tratar con MOPs se precisa de un nuevo concepto de “óptimo”. El concepto predominante en la deﬁnición de un punto óptimo es el de la Optimalidad de Pareto, donde se deﬁne que un punto,[image: image54.png]x*eX



, es un óptimo de Pareto si y sólo si no existe otro punto, [image: image56.png]x*e X



 , tal que        [image: image58.png]F(x) = F(x*)



, y [image: image60.png]Fi(x) < F;(x*)



  para al menos una función (Chong & Zak, 2013).

Optimalidad de Pareto
En los problemas de optimización de un solo objetivo, el algoritmo se concentra en encontrar el óptimo global (o su vecindad). Sin embargo, en los problemas multiobjetivo, se trata con un valor de aptitud por cada función objetivo. Esto hace que la noción de óptimo se torne más compleja en este contexto. En los MOP, con objetivos en conflicto, se busca un conjunto de soluciones óptimas, en lugar de una sola solución.  La noción de optimalidad que se acepta comúnmente es aquella que propuso originalmente Francis Ysidro Edgeworth (Edgeworth, 1881) y que más tarde generalizara Wilfredo Pareto (Pareto, 1896).
La optimalidad de Pareto es el concepto predominante para determinar las soluciones que pertenecen a un conjunto de puntos óptimos y se pueden definir de la siguiente manera (Zitzler et al., 2008): 
Definición 4: Optimalidad Pareto. Dado un vector de decisión [image: image62.png]x €Xf



     y su correspondiente vector objetivo [image: image64.png]y = f(x) €¥5



, se dice que [image: image66.png]


 es no dominado respecto a un conjunto [image: image68.png]


   si y solo si: 
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En caso que [image: image72.png]


 sea no dominado respecto a todo el conjunto [image: image74.png]


, y solo en ese caso, se dice que [image: image76.png]


 es una solución Pareto óptima [image: image78.png](x € Xetrue



, el conjunto Pareto óptimo real). Mientras que la [image: image80.png]


 correspondiente es parte del frente Pareto óptimo real [image: image82.png]Yerue



. Esto se define a continuación:

Definición 5: Conjunto Pareto óptimo y frente Pareto óptimo. Dado el conjunto de vectores de decisión factibles [image: image84.png]X7



. Se denomina [image: image86.png]Xtrue



 al conjunto de vectores de decisión no dominados que pertenecen a [image: image88.png]X7



, es decir:
[image: image90.png]Xerue = {xEXF| x



 es no dominado con respecto a [image: image92.png]X7



}        (5)
El conjunto [image: image94.png]Xtrue



 también es conocido como el conjunto Pareto óptimo. Mientras que el conjunto correspondiente de vectores objetivo [image: image96.png]Yerus = f (Xerue)



 constituye el frente Pareto óptimo.

A continuación, se exponen las Dominancias de Pareto en dependencia del tipo de optimización a realizar (minimización o maximización), al punto de que un objetivo puede ser maximizado mientras que otro puede ser minimizado. 

Definición 6: Dominancia Pareto en un contexto de Maximización. Para dos vectores objetivos [image: image98.png]
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,
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)                           si y solo si     [image: image108.png]a>b




                 [image: image110.png]b=>a



 ([image: image112.png]


 domina a [image: image114.png]


)                           si y solo si     [image: image116.png]b>a



             (6)
            [image: image118.png]a~b



  ([image: image120.png]


 y [image: image122.png]


 no son comparables)       si y solo si       [image: image124.png]aEbs bEa




Definición 7: Dominancia Pareto en un contexto de Minimización. Para dos vectores objetivos [image: image126.png]
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,
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En la mayoría de los problemas multiobjetivo no es fácil obtener una descripción exacta del conjunto de Pareto debido a que puede abarcar un número muy grande o inﬁnito de puntos. Aunque en teoría es posible encontrar estos puntos exactamente, es computacionalmente difícil y costoso. Se puede afirmar que, una descripción aproximada de este conjunto de Pareto puede ser obtenida mediante un algoritmo de aproximación lo que puede resultar conveniente, dado que requiere menos esfuerzo y muchas veces puede ser lo suﬁcientemente preciso para desempeñar el papel del conjunto de soluciones y apoyar con eﬁcacia la toma de decisiones. Los enfoques de aproximación emplean un método iterativo para producir puntos que se aproximen al conjunto de Pareto. Algunos enfoques son exactos y se basan en algoritmos que aseguran la obtención de óptimos de Pareto, mientras que otros enfoques se basan en heurísticas que no necesariamente aseguran que los puntos encontrados sean óptimos de Pareto (Ehrgott & Wiecek, 2005).

En la literatura existe una gran variedad de investigaciones relacionadas con el desarrollo de algoritmos que facilitan aplicar la optimización multiobjetivo a diversos problemas que a diario se presentan. Según (Deb, 1999), se ha demostrado que los algoritmos evolutivos son eficientes en múltiples problemas de optimización. Estos algoritmos hacen posible que se manejen espacios de búsqueda de casi cualquier tamaño y características; y debido a su paralelismo inherente, se puedan generar múltiples soluciones en una sola corrida, permitiendo un efecto sinérgico. 

Meta-Heurísticas
El término meta-heurística fue acuñado por Glover en el año 1986. Con este término, pretendía definir un procedimiento maestro de alto nivel que guía y modifica otras heurísticas para explorar soluciones más allá de la simple optimalidad local.

Según (Hooker, 1995), un método heurístico es un procedimiento para resolver un problema complejo de optimización mediante una aproximación intuitiva, en la que la estructura del problema se utiliza de forma inteligente para obtener una buena solución de manera eficiente. 
Múltiples son las definiciones enunciadas sobre las meta-heurísticas. En el presente trabajo se asume la definición propuesta por los autores  (Blum & Roli, 2003).
 “Los procedimientos meta-heurísticos son una clase de métodos aproximados que están diseñados para resolver problemas complejos de optimización, en los que los heurísticos clásicos no son efectivos. Los algoritmos meta-heurísticos proporcionan un marco general para crear nuevos métodos híbridos combinando diferentes conceptos derivados de la inteligencia artificial, la evolución biológica y los mecanismos estadísticos”. 
En los últimos años se ha presenciado un aumento en el desarrollo de procedimientos heurísticos para resolver problemas de optimización. Este hecho queda claramente reflejado en la creación de revistas especializadas para la difusión de este tipo de procedimientos; como es el caso de la revista “Journal of Heuristics” editada por primera vez en el año 1995  (Cáceres, 2009). Con el desarrollo de la ciencia a través de los años se han desarrollado un conjunto de métodos bajo el nombre de meta-heurístico con el propósito de obtener mejores resultados que los alcanzados por los heurísticos tradicionales  (Osman & Kelly, 1996). 
Los procedimientos meta-heurísticos son una clase de métodos aproximados los cuales han sido diseñados para resolver problemas complejos de optimización. Debido al gran desarrollo que han alcanzado estos procedimientos, se han realizado diversas propuestas de clasificación de ellos. Entre las que se encuentran las siguientes (Puris & Bello, 2009):
· Meta-heurísticas de trayectoria simple: Se utiliza el término de trayectoria simple porque el proceso de búsqueda que desarrollan estos métodos se caracteriza por una trayectoria en el espacio de soluciones; es decir que, partiendo de una solución inicial, son capaces de generar un camino o trayectoria en el espacio de búsqueda a través de operaciones de movimiento. En este tipo de meta-heurísticas se destacan: la Búsqueda Tabú y Recocido Simulado.
· Meta-heurísticas poblacionales: Las meta-heurísticas basadas en población o meta-heurísticas poblacionales, son aquellas que emplean un conjunto de soluciones (población) en cada iteración del algoritmo, en lugar de utilizar una única solución como las meta-heurísticas de trayectoria simple. Estas proporcionan de forma intrínseca un mecanismo de exploración paralelo del espacio de soluciones, y su eficacia depende en gran medida de cómo se manipule dicha población. Dentro de esta clasificación se destacan los Algoritmos Evolutivos  (Back, 1996) y los algoritmos basados en Inteligencia Colectiva.
A continuación, en la Figura 1 se muestra una taxonomía de las principales meta-heurísticas.
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Figura 1. Taxonomía de los métodos heurísticos. Fuente tomada de: (Díaz, et al., 2016)
III Algoritmos evolutivos multiobjetivos
Los Algoritmos Evolutivos (EA, por sus siglas en inglés Evolutionary Algorithm) (Back, 1996), son métodos de optimización y búsqueda de soluciones basados en los postulados de la evolución biológica. En ellos se mantiene un conjunto llamado población, cuyos elementos representan posibles soluciones, las cuales se mezclan, y compiten entre sí, de tal manera que las más aptas son capaces de prevalecer a lo largo del tiempo, evolucionando hacia mejores soluciones. La población, en el contexto de la computación evolutiva de forma general se refiere a un conjunto de posibles soluciones (soluciones factibles) del problema que se desea resolver. 
Los AE se caracterizan por operar sobre una población inicial (usualmente generada aleatoriamente) que sufre un proceso iterativo que conduce a la evolución de dicha población (a semejanza de la natural), mediante los siguientes pasos descritos por  (Puris & Bello, 2009):
· Se aplica un operador de selección que determina la probabilidad de cada individuo de perdurar en la generación siguiente, construyéndose así una población temporal. 

· Se aplican operadores evolutivos a la población temporal, con lo que se produce un conjunto de nuevas soluciones. 

· Se calcula el valor de la función a optimizar en las nuevas soluciones generadas. 

· Se obtiene una nueva población a partir de la población temporal y por lo tanto los nuevos individuos generados. 

Dichos pasos son realizados hasta que se cumple un criterio de terminación (por ejemplo, se alcanza un límite máximo temporal o un número máximo de evaluaciones de la función objetivo). El procedimiento de crear nuevos individuos a partir de los existentes en la población, y en el que los mejores sustituyen a los anteriores, es lo que se denomina evolución de la población. Construir los nuevos individuos combinando características de buenas soluciones encontradas hasta el momento (almacenadas en la población) es lo que permite orientar la búsqueda hacia las regiones más prometedoras  (Puris & Bello, 2009).
De forma general, los AE comparten los mismos conceptos básicos, aunque difieren en el mecanismo empleado para codificar las soluciones y los operadores que emplean para producir la siguiente generación. La computación evolutiva puede ser dividida en diferentes modelos como son la Programación Evolutiva (PE), Estrategias Evolutivas (EE), Algoritmos Genéticos (AG) y Programación Genética (PG), los cuales comparten todas o algunas de las características antes mencionadas. 
Algoritmos genéticos
Los Algoritmos Genéticos (AG, por sus siglas)  (Goldberg, 1998) ,surgen como herramientas para la solución de complejos problemas de búsqueda y optimización, producto del análisis de los sistemas adaptativos en la naturaleza, y como resultado de abstraer la esencia de su funcionamiento. El término Algoritmo Genético se usa por el hecho de que estos simulan los procesos de la evolución a través del uso de operadores genéticos que operan sobre una población de individuos que “evoluciona” de una generación a otra. 
Los AG trabajan a partir de una población inicial de estructuras artificiales que se van modificando iterativamente durante el proceso de búsqueda, a través de la aplicación de los siguientes operadores genéticos: 

· Operador de Selección o Darwiniano 

· Operador de Cruzamiento o Mendeliano 

· Operador de Mutación 
Un algoritmo genético puede presentar diversas variaciones, dependiendo de cómo se aplican los operadores genéticos (cruzamiento, mutación), de cómo se realiza la selección y de cómo se decide el reemplazo de los individuos para formar la nueva población. Como se muestra en la figura 2, el pseudocódigo consiste de los pasos:
· Inicialización: Se genera aleatoriamente la población inicial, que está constituida por un conjunto de cromosomas los cuales representan las posibles soluciones del problema. En caso de no hacerlo aleatoriamente, es importante garantizar que dentro de la población inicial, se tenga la diversidad estructural de estas soluciones para tener una representación “uniforme” del espacio de soluciones. 
· Evaluación: A cada uno de los cromosomas de esta población se aplicará la función de aptitud para saber cómo de "buena" es la solución que se está codificando. 

· Condición de término: El algoritmo debe detenerse cuando se alcance la solución óptima, pero ésta generalmente se desconoce, por lo que se deben utilizar otros criterios de parada. Frecuentemente se utilizan dos criterios: número máximo de generaciones o número máximo de evaluaciones de la función objetivo. Mientras no se cumpla alguna de estas condiciones de parada se hace lo siguiente: 

· Selección: Después de saber la aptitud de cada cromosoma se procede a elegir los cromosomas que serán cruzados en la siguiente generación. Los cromosomas con mejor aptitud tienen mayor probabilidad de ser seleccionados. 
· Recombinación o Cruzamiento: La recombinación es el principal operador genético, representa la reproducción sexual, opera sobre dos cromosomas a la vez para generar dos descendientes donde se combinan las características de ambos cromosomas padres. 

· Mutación: modifica al azar parte del cromosoma de los individuos, y permite alcanzar zonas del espacio de búsqueda que no estaban cubiertas por los individuos de la población actual. 
· Reemplazo: una vez aplicados los operadores genéticos, se seleccionan los mejores individuos para conformar la población de la generación siguiente.
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Figura 2. Diagrama funcional de un Algoritmo Genético
Los algoritmos evolutivos multiobjetivos considerados para este trabajo son el Non dominated Sort Genetic Algorithm II (NSGAII,  por sus siglas en inglés) propuesto por  (Deb et al., 2002), el Strength Pareto Evolutionary Algorithm 2 (SPEA2) por  (Zitzler et al., 2000) y la Optimización basada en Mallas Variables por el autor  (Puris et al., 2011).  En la siguiente sección se muestra una descripción de cada uno de ellos.
IV Descripción de los algoritmos evolutivos multiobjetivos
Algoritmo NSGA II

En el año 2000 los investigadores Deb, Pratap, Agarwal, Meyarivan y sus estudiantes desarrollaron un algoritmo llamado Non dominated Sorting Genetic Algorithm II (NSGAII) descrito en (Deb et al., 2002) el cual usa un procedimiento rápido para organizar la población por no dominancia, un enfoque para preservar el elitismo y un operador diferente al nicho, para dispersar los individuos en la frontera de Pareto.

En este algoritmo, la población descendiente[image: image156.png]


 (tamaño[image: image158.png]


) es creada en primera instancia usando la población de padres [image: image160.png]


  (tamaño [image: image162.png]


). Después de esto, las dos poblaciones son combinadas para formar [image: image164.png]


 de tamaño [image: image166.png]


. Después de lo anterior, mediante un ordenamiento no dominado se clasifica la población [image: image168.png]


  en diferentes frentes de Pareto. Aunque esto requiere un mayor esfuerzo, se justifica por el hecho de permitir una verificación global de dominancia entre la población de padres y descendientes. Una vez el proceso de ordenamiento no dominado ha finalizado, la nueva población es generada a partir de las configuraciones de los frentes no dominados. Esta nueva población empieza a ser construida con el mejor frente no dominado [image: image170.png]


, continúa con las soluciones del segundo frente [image: image172.png]


, tercero [image: image174.png]


  y así sucesivamente. Como la población [image: image176.png]


  es de tamaño [image: image178.png]


, y solamente existen [image: image180.png]


 configuraciones que conforman la población descendiente, no todas la configuraciones de los frentes pertenecientes a la población [image: image182.png]


  podrán ser acomodados en la nueva población. Aquellos frentes que no pueden ser acomodados desaparecen (Deb et al., 2002).

Cuando se está considerando el último frente, la soluciones que hacen parte de este pueden exceder las restantes por acomodar en la población descendiente, dicha situación se ilustra en la figura 3. En este caso resulta útil emplear alguna estrategia que permita seleccionar las configuraciones situadas en un área poco poblada (alejada de otras soluciones) para llenar las posiciones restantes de la población descendiente a cambio de optar por escoger configuraciones de forma aleatoria.

Lo anterior es poco relevante en los primeros ciclos generacionales del algoritmo, ya que en esta etapa existen muchos frentes que sobreviven hacia la siguiente generación, pero a medida que el proceso avanza, muchas configuraciones pasan a ser parte del primer frente inclusive haciendo que dicho frente tenga más de [image: image184.png]


 individuos, por lo que se hace importante que las configuraciones no rechazadas sean de buena calidad y escogidas mediante una metodología que garantice la diversidad. La idea es que siempre se promuevan las configuraciones que aseguren diversidad dentro del mismo frente de Pareto. Cuando la población en su totalidad converge al frente de Pareto óptimo, el algoritmo asegura que las soluciones estén distanciadas una de otra.
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Figura 3. Diagrama esquemático del mecanismo de promoción de individuos del NSGAII. Fuente (Deb et al., 2002)
En el algoritmo NSGAII inicialmente se crea una población (aleatoria o mediante una técnica de inicialización) de padres[image: image187.png]


. La población se ordena de acuerdo a los niveles de no dominancia (ordenamiento de los frentes de Pareto, [image: image189.png]


, [image: image191.png]


,…). A cada solución se le asigna una función fitness de acuerdo a su nivel de no dominancia (1 es el mejor nivel) y se entiende que durante el proceso debe disminuir dicha función. La selección por torneo (empleando un operador de torneo para apilamiento, descrito posteriormente), el cruzamiento y la mutación son utilizados para crear la población de descendientes [image: image193.png]


  de tamaño  [image: image195.png]


. Los principales pasos del algoritmo NSGAII son descritos a continuación (Deb, 2000):

1. Combinar las poblaciones de padres y descendientes para crear[image: image197.png]P, UQ,



. Realizar el ordenamiento no dominado a [image: image199.png]


 e identificar los frentes   [image: image201.png]


, i =1,2,…, etc.
2. Hacer   [image: image203.png]Peiq

B,ei




. Mientras [image: image205.png]|Pesql + |F}] <N



hacer  [image: image207.png]


.

3. Realizar ordenamiento por apilamiento [image: image209.png]<C



 Descrito posteriormente e incluir en [image: image211.png]


 las [image: image213.png]


 soluciones más esparcidas usando los valores de distancia de apilamiento asociadas al frente [image: image215.png]


 .

4. Crear la población descendiente [image: image217.png]


 a partir de [image: image219.png]P41



 usando la selección por torneo para apilamiento, cruzamiento y mutación. 

Selección por torneo para apilamiento

Este operador [image: image221.png]<C



 compara dos soluciones y elige un ganador del torneo. Se considera que una solución tiene un rango de no dominancia asociado ([image: image223.png]


) y una distancia de apilamiento ([image: image225.png]


). La distancia de apilamiento [image: image227.png]


 de una solución [image: image229.png]


 es la medida del espacio de búsqueda alrededor de [image: image231.png]


 que no está ocupado por otra solución en la población. Por medio de estos dos atributos se puede encontrar la mejor configuración a través del operador de selección por torneo para apilamiento como aquella que tiene mejor rango de no-dominancia. En el caso de estar situadas en el mismo frente de Pareto la ganadora del torneo es aquella que tiene mejor (más alta) distancia de apilamiento. La distancia de apilamiento [image: image233.png]


 Para cada solución [image: image235.png]


 según un índice I, es determinada algorítmicamente, haciendo uso de la ecuación 8:

[image: image237.png]


           (8)
Donde,  [image: image239.png]


 , [image: image241.png]fymin



 son el valor máximo y mínimo de la función objetivo[image: image243.png]


,  [image: image245.png]


 , [image: image247.png]


 son las soluciones vecinas a la configuración [image: image249.png]


 para cada una de las funciones objetivo [image: image251.png]


. Las distancias consideran todas las funciones objetivo y se asigna el valor de infinito a las soluciones extremas del frente de Pareto considerado. Por ser éstas las que cuentan con el mejor valor de una de las funciones objetivo del frente, la distancia resultante es la suma de las distancias en cada una de las direcciones de las funciones objetivo del problema.

De esta manera el algoritmo utiliza los operadores genéticos básicos y promueve hacia el siguiente ciclo generacional las configuraciones que ocupen los mejores frentes, y las más diversas, a través de las distancias de apilamiento. A continuación, en la figura 4 se presenta el pseudocódigo del algoritmo NSGA II.
	Algoritmo NGSA II

	Inicializar población P
Ordenar P, considerando dominancia

Evaluar individuos de P
Aplicar operadores genéticos a P, para tener Q
t=0     //cantidad de generaciones

Hacer

         {

           R=P [image: image253.png]


 Q
           Ordenar R, considerando dominancia y obtener frentes [image: image255.png]



           I=1
           Mientras [image: image257.png]|Pesq| <N



   //N número de individuos en P
             {

                Calcular adaptabilidad de cada individuo en [image: image259.png]



     [image: image261.png]



                I=I+1
  } 

Ordenar [image: image263.png]


, por dominancia

Elegir los primeros N elementos de [image: image265.png]



Aplicar operadores genéticos a [image: image267.png]


, para tener [image: image269.png]



t=t+1

         }

 Mientras el criterio de parada no sea alcanzado


Figura 5. Pseudocódigo del algoritmo NSGAII Fuente (Deb et al., 2002).

Algoritmo SPEA2
En el año 2001 Zitzler, Laumanns y Thiele hacen unas correcciones al algoritmo SPEA, al que llama SPEA2 (Zitzler et al., 2000) y éste último se diferencia del primero por la asignación de la aptitud, la selección de los padres, el operador de truncamiento y en fijar el tamaño del archivo externo para todas sus generaciones.

En este, la función de asignación de aptitud se mejora teniendo en cuenta para cada individuo el número de individuos a los que domina y el número de individuos por los que es dominado. Este esquema también añade una estimación de densidad poblacional. El tamaño [image: image271.png]


 de la población externa [image: image273.png]


 (utilizada para elitismo) es fijo, a diferencia del SPEA, en el cual el tamaño de [image: image275.png]


 es variable pero acotado. [image: image277.png]


  está conformada sólo por individuos no dominados siempre y cuando el número de estos sea mayor o igual que [image: image279.png]


. En el caso en que el número de individuos no dominados sea menor que [image: image281.png]


 se incluyen individuos dominados dentro de [image: image283.png]


 hasta que el tamaño de [image: image285.png]


 sea igual a [image: image287.png]


. La técnica de agrupamiento (clustering), encargada de mantener la diversidad de la población en SPEA, es sustituida por un método de truncamiento, el cual evita eliminar las soluciones extremas del conjunto de soluciones no dominadas. La selección se realiza mediante torneo binario, tomando como criterio de comparación el fitness de cada uno de los individuos. SPEA2 asume minimización de fitness, por lo tanto, gana el torneo aquel individuo que tenga un menor valor de fitness.

A continuación en la figura 6 se presenta el pseudocódigo del algoritmo SPEA2 en su forma general.

	Algoritmo SPEA II

	Algoritmo SPEA II (G (N, E), s, T)

Inicio

    Para cada (t € T) haga

        Mientras Que (exista una ruta del nodo s al nodo t)

             Rutas ← Ruta desde s hasta t

        Fin Mientras Que

     Fin Para

     Generar aleatoriamente [image: image289.png]



     Hacer [image: image291.png]


←Ø

     Hacer t ←0

     Mientras Que t < [image: image293.png]


 y Cont_Convergencia < [image: image295.png]



           Calcular el número de saltos y el retardo de los miembros de [image: image297.png]pt



 y[image: image299.png]P




         Realizar un proceso de selección ambiental para conformar la nueva       población externa [image: image301.png]



         Aplicar el operador de selección por torneo binario con reemplazo sobre [image: image303.png]



         Aplicar los operadores de cruce y mutación sobre la población seleccionada

         Aplicar la nueva generación a [image: image305.png]pt+1




         Hacer t ←t+1
     Fin Mientras Que

Fin

  


Figura 6. Pseudocódigo del algoritmo SPEA2. Fuente (Zitzler et al., 2000).
Algoritmo VMO
La Optimización Basada en Mallas Variables (VMO, por sus siglas en inglés), es una meta-heurística poblacional con características evolutivas donde un conjunto de nodos que representan soluciones potenciales a un problema de optimización, forman una malla (población) que se expande y contrae dinámicamente, desplazándose por el espacio de búsqueda. Esta meta-heurística consta esencialmente de cuatro etapas, en las tres primeras se realiza un proceso de expansión en cada ciclo, donde se generan nuevos nodos en dirección a los extremos locales (nodos de la malla con mejor calidad en distintas vecindades) y el extremo global (nodo obtenido de mejor calidad en todo el proceso desarrollado), así como a partir de los nodos fronteras de la malla (nodos de mayor y menor norma). Luego en la última etapa se realiza un proceso de contracción de la malla, donde los mejores nodos resultantes en cada iteración son seleccionados como malla inicial para la iteración siguiente. La formulación general de esta meta-heurística abarca tanto los problemas de optimización continuos como los discretos  (Puris et al., 2011).
Descripción general de la meta-heurística

La esencia del método VMO es crear una malla de puntos en el espacio m dimensional, sobre la cual se realiza el proceso de optimización de una función [image: image307.png]


; la cual se mueve mediante un proceso de expansión hacia otras regiones del espacio de búsqueda. Esta malla se hace más “fina” en aquellas zonas que parecen ser más promisorias. Se dice que es una malla dinámica en el sentido que la malla cambia su tamaño (cantidad de nodos) y configuración durante el proceso de búsqueda. Los nodos se representan como vectores de la forma (Puris et al., 2011).
El proceso de generación de la nueva población en cada iteración comprende los siguientes pasos descritos a continuación  (Puris et al., 2011):
1. Generación de la malla inicial. 

2. Generación de nodos en dirección a los extremos locales (nl).
3. Generación de nodos en dirección al extremo global (ng). 

4. Generación de nodos a partir de las fronteras de la malla (nf). 
El método incluye los siguientes parámetros de configuración: 
· Cantidad de nodos de la malla inicial (Ni). 

· Cantidad máxima de nodos de la malla en cada ciclo (N), donde 3*Ni ≤ N. 

· Tamaño de la vecindad (k). 

· Condición de parada (M), generalmente se establece una cantidad de evaluaciones de la FO. 

El modelo VMO es aplicable tanto a problemas de optimización continuos como a discretos. Para este estudio fue definido, casi en su totalidad, de acuerdo a las especificaciones que se realizan en  (Puris et al., 2011) para el caso continuo.
Descripción detallada de la meta-heurística VMO
Generación de la malla inicial en cada iteración

La malla inicial consta de Ni nodos, los que en la primera iteración son generados de forma aleatoria. En las restantes iteraciones se realiza un proceso de contracción de la malla, que se basa en una selección de los nodos con mejor calidad entre los nodos (N nodos) existentes al final de cada iteración.
I. Generación de nodos en dirección a los extremos locales
En esta etapa se realiza una exploración en las vecindades de cada uno de los nodos de la malla inicial. Para esto, se buscan los vecinos más cercanos de cada nodo n a través de una función de distancia o semejanza (ej: Distancia Euclidiana).Luego, se selecciona cuál de los vecinos tiene mejor calidad (evaluación de la función FO) que el nodo actual (denotándose ese mejor nodo por nl). Si ninguno de los vecinos es mejor, entonces este se considera un extremo local y no se generan nodos a partir de él en este paso. En otro caso, se genera un nodo (n*) que estará situado entre el nodo (n) y el extremo local (nl). 
En esta ecuación, i representa el i-ésimo componente de cada nodo. La cercanía del nuevo nodo al actual o al extremo local, depende de un factor (r) calculado en base a los valores que alcanza la función FO en cada uno de los nodos involucrados. Mientras mayor sea la diferencia entre los valores de la función FO en los nodos involucrados, mayor será la cercanía o semejanza den* a nl, esto lo garantiza el factor r.
II.  Generación de nodos en dirección hacia el extremo global
En este caso se realiza una exploración global hacia el nodo que mejor calidad ha tenido hasta el momento (extremo global, ng). Con este fin se generan nuevos nodos a partir de cada nodo de la malla inicial en dirección a este.
Este paso es el encargado de acelerar la convergencia del método.
III. Generación de nodos a partir de los nodos más externos de la malla
Este proceso de generación de nuevos nodos tiene lugar con el objetivo de explorar el espacio de búsqueda en dirección a las fronteras de cada dimensión. Para ello, se seleccionan los nodos cuyas posiciones se encuentran en los extremos de la malla inicial (nodos fronteras). El proceso de detección de este tipo de nodo (nf) se realiza siguiendo algún criterio en dependencia del espacio solución. La generación de los nuevos nodos se obtiene a través de la ecuación (5):
El parámetro w tiene como objetivo desplazar los nodos fronteras en dirección a los puntos más y menos externos del espacio de soluciones. 
Donde = 1.4 es el peso inicial, j es el número de la iteración actual y M es el número máximo de evaluaciones de la función objetivo.

Diversidad del algoritmo
VMO presenta un mecanismo para fomentar la diversidad, que se basa en mantener una cierta separabilidad entre cada nodo de la malla inicial. Para ello, se propone un operador de limpieza adaptativo, que funciona de la siguiente manera: se ordenan todos los nodos seleccionados como malla inicial en función de su calidad. De forma secuencial, se compara cada nodo de la malla con sus sucesores, eliminando aquellos cuya distancia espacial sea menor que una cota calculada dinámicamente. Este valor de la distancia debe permitir que el proceso sea decreciente; de manera que se obtenga mayor separabilidad entre los nodos al inicio que al final de la ejecución del método. El valor adaptativo de la cota de distancia (cd) le permite al método comenzar con exploraciones más generales y luego ir disminuyendo su influencia hasta centrarse en una zona más pequeña del espacio de búsqueda (Puris et al., 2011). 
En  (Cáceres, 2009),  (Puris et al., 2011), (Díaz et al., 2016), se presenta una descripción más detallada de cada una de las etapas de la meta-heurística VMO. 
A continuación, se presenta la estructura general del algoritmo VMO (ver Figura 6):
	Algoritmo VMO

	Generar la malla inicial (Ni) de forma aleatoria.
Evaluar los nodos de la malla inicial, seleccionar el mejor ng.

Repetir:

  Para cada nodo de la malla inicial en el ciclo hacer

         Encontrar sus k nodos más cercanos

         Determinar el mejor de los vecinos ne

         Si ne es mejor que el nodo actual, entonces

            Generar nuevo nodo usando ecuación (1)

         Fin Si

   Fin Para
   Para cada nodo de la malla inicial en el ciclo hacer

   Generar nuevo nodo usando ecuación (2)

   Fin Para

   Seleccionar los nodos más externos de la malla

   Generar nuevo nodo usando ecuación (3)

   Mientras los Nnodos de la malla en el ciclo actual no se hayan generado

        Generar nuevo nodo aleatoriamente

   Construir la malla inicial actual de manera elitista

   Ordenar los nodos de la malla inicial según su calidad

Aplicar operador de limpieza adaptativo

Hasta M evaluaciones


Figura 6. Estructura general del algoritmo VMO
El problema de decidir cuáles de los algoritmos resulta mejor para resolver problemas de optimización multiobjetivo es en sí mismo un problema de optimización de objetivos múltiples, dado que mejorar un determinado aspecto como la eficacia de los algoritmos, es decir, la exactitud de las soluciones halladas por éstos, puede llevar a desmejorar otro aspecto también muy importante como es la eficiencia. Por tanto se pretende que se decida el o los algoritmos que mejores soluciones brinde ante determinados problemas que se estén optimizando manifestándose, así que no existe un algoritmo más eficaz que otro sino que algunos presentan un mejor comportamiento ante otro en diversas situaciones para los que pueden ser utilizados.
Conclusiones
La optimización multiobjetivo, es un campo muy activo del análisis multicriterio. Su desarrollo se ha visto motivado por la diversidad y complejidad de los negocios y problemas de la ingeniería, lo que ha generado la aparición de múltiples algoritmos de programación matemática. Sin embargo, estos métodos tienen un grupo de limitantes, que reducen su aplicabilidad sobre todo en problemas de la vida real, abriendo paso a la aplicación de técnicas más recientes como los Algoritmos Evolutivos de Optimización Multiobjetivo. Este grupo de métodos no garantiza encontrar el óptimo, sin embargo, las aproximaciones que obtiene son equivalentemente buenas y a un menor costo computacional.
Los Algoritmos Evolutivos han tenido un probado éxito en la optimización de problemas de un solo objetivo. Su extensión a ambientes multiobjetivo requiere la modificación de sus principales operadores. Estos deben ajustarse para que sean funcionales en un ambiente dominado por la presencia de múltiples soluciones óptimas. Aunque existe una amplia diversidad de Algoritmos Evolutivos de Optimización Multiobjetivo, se continúan creando métodos que, ya sea mediante estrategias noveles, o la hibridación de las existentes, que permitan obtener mejores aproximaciones al frente de Pareto. Por lo que la generación de nuevas meta-heurísticas de optimización multiobjetivo es un campo abierto al trabajo de investigación.
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